Estadistica 11

Laura M. Castro Souto

Segundo Cuatrimestre
Curso 2000/2001






Modelos de Regresion
Diferencias con el Diseno de Experimentos

» Los modelos de regresion estudian relaciones numéricas
entre variables cuantitativas, mientras que en diseno de ex-
perimentos las variables explicativas (factores) son de cardcter
cualitativo.

= [l diseno de experimentos se usa basicamente para ex-
perimentar, esto es, una vez que se plantea el problema y se
determinan los factores que pueden influir, se disena el experi-
mento y se observan los resultados. En cambio, con los modelos
de regresion es habitual observar el comportamiento de varias
variables para luego buscar relaciones funcionales entre las va-
riables a partir de la muestra de observaciones multivariantes
observadas (regresion en disenio aleatorio), aunque también
se pueden fijar valores en las variables regresoras y experimen-
tar para observar el comportamiento de la variable de interés
(regresion en diseno fijo).

Cuando estudiamos la relaciéon entre una variable de interés,
variable respuesta (Y) y un conjunto de variables explicativas,
variables regresoras (Xi, Xs,... ,X;) puede ocurrir:

o Que exista una relacion funcional entre ellas, en el sentido
de que el conocimiento de las variables regresoras determine
completamente el valor que toma la variable respuesta, esto es:

Y = f(X1, Xo, ..., X})

Por ejemplo, la distancia recorrida por un maévil que se mueve
a velocidad constante.

o Que no exista ninguna relacion entre la variable respuesta y
las variables regresoras, en el sentido de que el conocimiento



de éstas no proporcione ninguna informacion sobre el compor-
tamiento de la otra:

Y =¢

Ejemplo: el dinero que gana una persona alta. Variables que
parece que tienen relacién pero no la tienen en realidad se
involucran en relaciones espureas.

o El caso intermedio, que exista una relacion estocastica en-
tre la variable respuesta y las variables regresoras, en el sentido
de que el conocimiento de éstas nos permita predecir con ma-
yor o menor exactitud el valor de la variable respuesta. Siguen
por tanto un modelo:

Y:f(XhXQ)"'?Xk)—'_g

Estas tultimas son las relaciones que ocurren en la mayoria de
las situaciones y que determinamos modelos de regresion. El
objetivo es determinar la funcién f y el modelo probabilistico que

sigue el error aleatorio €.

Cuando se quiere estudiar la relacion estocéstica entre una va-
riable de interés y un conjunto de variables regresoras se plantean
diferentes problemas:

© ;Qué variables explicativas se deben usar en el modelo? ; Qué va-
riables son significativas, es decir, su inclusion en el modelo
mejora el conocimiento acerca del comportamiento de la va-
riable de interés?

© ;Qué funcion explica la relacion entre la variable de interés
y las variables explicativas o regresoras? ;Es razonable supo-
ner que la funcion es de una determinada familia, por ejem-
plo, lineal? En caso afirmativo, (enfoque paramétrico li-
neal, enfoque tradicional), el problema basico serfa estimar

1;Cual es la f? ;Cudles son las X’s? ;Cudnto y/o cémo influye cada X;?



los parametros de la familia supuesta a partir de la muestra.
Es decir, si suponemos un modelo del tipo:

Y =g+ o Xy t+tanXo+ ... +o; X, +¢

el problema radica en estimar los parametros ag, aq,...,q; v
contrastar que la hipdtesis supuesta es aceptable. Cuando no
lo es, no sélo se suele cambiar de familia para seguir probando,
sino que tambien se suelen transformar los datos, por ejemplo:

Y — o
1

r — —
x

En este curso se estudian los modelos de regresion lineal;
con estos modelos se trata de estudiar la relacion lineal existente
entre una variable respuesta Y y un conjunto de variables regresoras
o explicativas Xy, Xo,...,X;. Para ello a partir de una muestra de
observaciones: { (1, T, . . ., T, y) }-;, se desea estudiar un modelo
de regresion de la forma:

Y=oyt o Xy +aXo+ ... +a4X;+¢

Segtin la forma de recogida muestral, se distinguen dos tipos de
regresion:

x Modelos de regresion con diseno fijo: las variables regresoras
son variables matemdticas predeterminadas (elegidas por el
experimentador). Este modelo se usa cuando se quiere conocer
el comportamiento de la variable respuesta cuando las variables
regresoras varian en una determinada direccion. En este caso se
debe disenar y realizar un experimento en el que las variables
regresors se muevan en dicha direccion. Por tanto, con este



diseno se controla en todo momento el valor de las variables
regresoras.

x Modelos de regresion con diseno aleatorio: las variables re-
gresoras X; son variables aleatorias. Este modelo se usa cuan-
do se desea estudiar la relacién entre la variable respuesta y
las variables regresoras a partir de una muestra obtenida re-
cogiendo los resultados de las variables en unidades de expe-
rimentacion elegidas al azar. Esto es, el experimentador es un
observador pasivo.

Las operaciones a realizar en ambos casos son las mismas, pero
el desarrollo en diseno aleatorio es mas complejo. Nosotros haremos
diseno fijo.



Parametros del Modelo

Estimacion por minimos cuadrados

Un primer objetivo en el estudio de este modelo es estimar los
pardmetros del mismo: o, a1 v 02, a partir de las observaciones
muestrales.

Una vez calculadas las estimaciones de los parametros de la recta
de regresion: ag y aq, podemos calcular las predicciones para las
observaciones muestrales, que vienen dadas por,

Ui = 0 + 12; 1=1,2,...n
o, en forma matricial,
Y =apl + @ X
donde Y; = (41, G, - - - Un).

Denominamos residuos a

o)
I
~i
|
h<

es decir,

Residuo(e;) = Valor observado (y;) — valor predicho (y;)

Una vez obtenidas las ecuaciones canédnicas, haciendo el
desarrollo:
_ A f— A 72
TY = O0pT + onx

P 2)— (1 =
Ty = QT + a2 (2)-{)



de donde se obtienen los estimadores minimi-cuadraticos para los
parametros ag y a;q.

La estimacion puede hacerse por dos métodos que son equiva-
lentes bajo hipotesis de normalidad.

Estimacion por maxima verosimilitud

Como = € N(ap + oy, 0%), la funcién de verosimilitud aso-
Li
ciada a la muestra es

1
Z(Q07 1,0 H \/%exp ( —Q(yl — Oy — &1%@)2)

de donde la funcién soporte es

Maximizando esta funcién (se busca darles a ag, a1 y o los
valores que hagan que la muestra obtenida sea la més probable) se
obtienen los mismos estimadores que con minimos cuadrados, ya
que ignorando los dos primeros términos, maximizar

n
9
52 (yi — a0 — anx;)
es como minimizar

n

Z(?Ji —ag — o)’

1=1



que es ni mas ni menos que la suma de residuos al cuadrado, que
es lo que minimiza el otro método.

Los estimadores obtenidos son

4 Sxy
LMV = =
Sy

siendo Syy la covarianza muestral de X e Y, v Sx? la varianza
muestral de X.

My =Y — o VT

. 1 — _
Spar’ = - Zl e;?  (estimador sesgado)
1=

Comentarios y propiedades

» Larecta de regresion pasa por (,7), que es el centro geométri-
co de la nube de datos.

= (1 se denomina coeficiente de regresion y es la pendien-
te de la recta de regresion. Tiene una sencilla interpretacion:
nos indicara el crecimiento (o decrecimiento) de la variable
respuesta Y asociada a un incremento unitario de la variable
regresora X.

» La distribucion de a; es una normal de media oy y varianza

0.2

RYSL por lo tanto la varianza de &y verifica que:

e disminuye al aumentar n
e disminuye al aumentar Sx?

e aumenta al aumentar o2



En resumen, se verifica que:

0.2

a1 € N | aq, Sn

y es ademas un estimador insesgado. Para calcular intervalos
de confianza:

A

o] —
——— € N(0,1)
SV

pero no podemos hacerlo porque desconocemos o.

= El parametro o, que indica la ordenada de la recta de re-
gresion para x = 0, tiene menor importancia. La distribucion

de su estimador ¢ es una normal de media o y varianza

02 02552 02 92'2

4 = — | 1+ == ], por lo tanto la varianza de &
n  nSx?> n Sy2) P '

verifica que:

e disminuye al aumentar n
e disminuye al aumentar Sy?

e aumenta al aumentar o> (esto es, hasta aqui se comporta
igual que &)

e aumenta al aumentar =

En resumen, se verifica que

v € N( 1 1+ —xQ )
Q g, O
’ v n Sx?

» El estimador méximo verosimil de o2 es &2, cuya distribu-
S
., no v 9 .
clon es 2 € Xn_o", por tanto es un estimador sesgado,

n—2
52

E(6my®) = -



El nimero de grados de libertad es n — 2 porque los n residuos
verifican dos restricciones:

zn:ei =0
1=1
Zeixi =0

1=1

Por este motivo se utiliza como estimador de ¢? la varianza
residual Sp?, dada por

y cuya distribucion es

(n — 2)SR2 2
o

A partir de este estadistico podemos obtener intervalos de con-
fianza y test de hipétesis de la varianza poblacional o2



Como ya hemos indicado, el parametro «g tiene menor impor-
tancia y, en algunas situaciones, no tiene una interpretacion realista
si el cero no es un punto del rango de la X, por ejemplo, al estudiar
la relacion entre peso y altura de un colectivo de personas. Por ello,
también tiene interés la ecuacion de la recta de regresion dada en
funcion del parametro aq, teniendo en cuenta:

— X
—Y
1

=)
I

=N

NadBNag!
I
O K

La recta de regresion de X sobre Y es distinta de la recta de regre-
sion de Y sobre X. En este caso tendremos que:

T; = Yo + V1Y

siendo

Interpretacion geométrica

Consideremos los siguientes vectores del espacio n-dimensional

R™:
Y (Y1, Y2 - - - Yn)’ vector de la variable respuesta
1 = (1,1...1) vector de unos
X = (1,29 .. )" vector de la variable regresora
g = (e, 62...8,) vector de los errores aleatorios
Y = (G1,92...00) vector de predicciones
¢ = (er,e9...¢,) = Y —Y  vector de residuos



Dado el modelo de regresion

—

Y:Oéof+&1)z+5

el método de estimacién de minimos cuadrados tiene la siguiente
interpretacion geometmca el vector de predicciones Y esla proyec-
cion ortogonal del vector Y en el plano que generan los vectores X
y 1. De esta forma el vector de residuos & es minimo. Y, por tanto,
el vector de residuos es perpendicular al plano formado por X y 1,
de donde:

Tabla ANOVA: Contraste de regresion 6 contraste conjunto de
la F

En este apartado vamos a descomponer la variabilidad de la
variable respuesta en variabilidad explicada por el modelo y varia-
bilidad no explicada, lo que nos permitira contrastar si el modelo es
significativo o no. Esto es, bajo la hipdtesis de que la relacion que
existe entre la variable respuesta y la regresora es lineal, estamos
interesados en realizar el siguiente contraste de hipotesis:

Hy: E(Y/X =0)=ap (el modelo no influye)

frente a la alternativa

H :E(Y/X =2)=0ap+aiz (el modelo influye)



Por tanto, si aceptamos Hj, la variable regresora no influye y
no hay relacion lineal entre las dos variables. En caso contrario,
si existe una dependencia lineal de la variable respuesta respecto a
la regresora.

Para todos los datos muestrales podemos hacer la siguiente des-
composicion:

Yi— Y=Y — Y+ — Y

Se cumple:

D i =)= (5= 9P+ Yy — i)

i=1 i=1
En base a esta igualdad se puede construir la tabla ANOVA
mediante la cual resolver el contraste de regresién de la F.



Coeficiente de Determinacién

En la interpretacion del coeficiente de correlacion debemos tener
en cuenta que R = %1 indica una relacion lineal exacta positiva
(creciente) o negativa (decreciente), R = 0 indica la no existencia
de relacion lineal estocéstica, pero no indica independencia de las
variables ya que puede existir una relacion no lineal incluso exacta,
y los valores intermedios indican la existencia de una relacion lineal
estocastica no exacta, mas fuerte cuanto mas préximo a %1 sea el

valor de R.



Asi pues, los pasos a seguir en Regresion Lineal son:

= Estimamos la mejor recta.

» Contrastamos Regresion y Linealidad.
= Medidos la bondad del ajuste p.

= Contrastamos las hipotesis de:

e Linealidad.

e Normalidad.

e Homocedasticidad.
e Independencia.

e Outliers.

= Predecimos y/o estimamos.



Son causas de puntos atipicos:

o Punto observado con error en la medicion, pero el modelo ajus-
tado es adecuado.

o Punto observado es correcto pero el modelo ajustado no lo es
por alguno de los siguientes motivos:

— La relacion entre las dos variables es lineal en un determi-
nado intervalo pero donde se observa el punto no es lineal.

— Hay una fuerte homocedasticidad que origina que algunas
observaciones se separen de la nube muestral.

— Existe una variable que no se tiene en cuenta en el modelo
y que influye mucho en algunas observaciones.

Hipétesis de Independencia

Se estudia de la siguiente manera;

v/ Gréfico de residuos frente a tiempo (en orden de recogida).

v/ Calculo de la funcién de autocorrelacion muestral. Grafico de
autocorrelaciones.

v/ Contraste de Ljung-Box (x? de Portmanteu).

igual que en diseno de experimentos. No obstante, en regresion
lineal tenemos un contraste especifico: el contraste de Durbin-
Watson.



Contraste de Durbin-Watson

Es un constraste pensado para detectar errores que son depen-
dientes con una estructura de autocorrelacion AR(1), esto es, para
el caso de que los errores sigan el siguiente modelo de dependencia:

Et = PEt—1 T Tt

Las hipotesis del contraste son:

Hy=p=0 (independencia)
H1 =p 7é 0
El estadistico del contraste:

d= (=2 p ~ 2(1 — Tt)
e
t=1
siendo e; = y; — 9 los residuos y 74 la autocorrelacion muestral de
orden 1.

- 51 0 < d < djp, se rechaza Hj y se acepta la existencia de
autocorrelacion positiva.

- Sidp, < d < dy, el contraste no es significativo.
-+ Sidy < d <4 — dy, se acepta Hy (no hay autocorrelacion).
- S14 —dy < d < 4—dj, el contraste no es concluyente.

- Si 4 —dp < d < 4, se rechaza Hy y aceptamos la existencia
de autocorrelacion negativa.

Durbin y Watson calcularon la distribucion de d bajo Hy para
cada n y cada « proporcionando dj, dy niveles de significacion
superior e inferior de la distribucion.



Modelo de Regresion Lineal General

Los nuevos problemas que se nos presentan son:

1. ;Qué variables deben entrar en el modelo?

2. Unavez decididas las variables que entran en el modelo. . . jtodas
las variables introducidas en el modelo proporcionan nueva in-
formacién? El uso/inclusion de variables que proporcionan la
misma informacién que otras que ya estan en el modelo da
lugar a problemas de multicolinealidad; puede haber mi-
sespecificacion o existencia de varios modelos vdlidos.



Hipdtesis del modelo:

’ En base a la var. de error ¢; \ En base a la var. respuesta Y
E(Ei)zo E(yi/$i1$z‘2 .. .Iik):ao + o2 + eyn ...
Homocedasticidad Homocedasticidad
Var(g;)=c> Var(y; /T . . .)=0>
Independencia Independencia
Cov(g;, g5)=0 las observaciones y; son independientes
los errores €; son independientes
Normalidad Normalidad
g; € N(0,0) Yi/ T Tin . - Tig
€ Ny + aqziy + qain ... + g, 0)
n>k+1 n>k+1
las variables regresoras x; las variables regresoras x;
son linealmente independientes son linealmente independientes

La interpretacién geométrica es andloga a la del Modelo de Regresion
Lineal Simple:

=l

21, ...,% = subespacio vectorial R¥!

por tanto

~

Y — ool + aq@y + . . . + apZ

es la proyeccion ortogonal de Y en el subespacio vectorial engendrado,
esto es,

Y =VY
donde V es la matriz de proyeccion en el subespacio.
LY
eLl<1,a,... 7% >
de donde

ZGZ‘:O
Y ey =0

Y- ez =0
k + 1 condiciones
n — (k + 1) grados de libertad



Propiedades de los estimadores:

» El estimador minimi-cuadritico & = (X'X)™1X'Y coincide con el
estimador de maxima verosimilitud porque estamos bajo hipdtesis de
normalidad. ;Cual usar? Nos quedamos con el que tiene menor ECM.

» & es insesgado (E(&)=a).
s La varianza del estimador & es

Var(é) = o?(X' X1 = (62)F =0

/1)

s El estimador & tiene distribucién normal multivariante de orden k1.

s El estimador ¢; tiene distribucién normal:
&; € N(wi,04/9i) i=0,1,... k

donde g; es un término de la diagonal.



Pueden darse las siguientes situaciones:

’ Caso ‘ Contraste conjunto de la F ‘ Contraste individual de la t ‘

1 Significativo Todos significativos
2 Significativo Algunos
3 Significativo Ninguno
4 No significativo Todos significativos
5 No significativo Alguno
6 No significativo Ninguno




Bibliografia

[1] Daniel Pena, Sanchez de Rivera. Fstadistica. Modelos
y métodos. Volumen 2: Modelos lineales 1y series
temporales. 2* Edicion Revisada, Alianza Universidad.

2] Daniel Pena, Sanchez de Rivera. Fstadistica. Modelos
y métodos. Volumen 1: Fundamentos. 2* Edicion,
Alianza Universidad.

23



